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2.3.6 Bayesian inference for the Gaussian

2.3.7 Student’s t-distribution

2.3.8 Periodic variables

2.3.9 Mixtures of Gaussians
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2.3.6 Bayesian inference for the Gaussian

• MLE는 𝜇와Σ를 추론하는데 사용하는 frame work이며, 데이터에 기반해 점 추정을 함

• 베이지안은 사전분포를 활용하여 두개의 모수의 분포를 추정함

We shall suppose that the variance σ2 is known

When X = {x1, . . . , xN}, The likelihood function that is the probability of the observed data given μ, viewed as a 

function of μ, is given by
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2.3.6 Bayesian inference for the Gaussian

베이지안 공식을 이용하여 분포를 추정해 봅시다.

• 𝜇 의사전분포 𝑷 𝜇 = N(𝜇|𝜇0, 𝜎0) ….   아랫 첨자 0는 초기 믿음에 의해 설정한 값

• 𝑷 𝜇 𝑿 ∝ 𝑷 𝜇 𝑷 𝑿 𝜇 … 사후 확률분포

• 그리고 사후 확률 분포는 공액적 특성에 따라 정규분포를 따른다.

𝑷 𝜇 𝑿 = 𝑵(𝜇|𝜇𝑁, 𝜎𝑁)
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Conjugate Distribution:

컴퓨터가 없던 시절, 사후 분포 추정은 매우 어려운 일이었음.

통계학자들은 사전분포의 특성을 이어 받는 사후 분포를 생각해 계산 부담을 줄여주는 방법을 생각하게 됨.

https://en.wikipedia.org/wiki/Conjugate_prior
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2.3.6 Bayesian inference for the Gaussian

• 𝜇 의사전분포 𝑷 𝜇 = N(𝜇|𝜇0, 𝜎0) ….   아랫 첨자 0는 초기 믿음에 의해 설정한 값

• 𝑷 𝜇 𝑿 ∝ 𝑷 𝜇 𝑷 𝑿 𝜇 … 사후 확률분포

• 그리고 사후 확률 분포는 공액적 특성에 따라 정규분포를 따른다.

𝑷 𝜇 𝑿 = 𝑵(𝜇|𝜇𝑁, 𝜎𝑁)

• 구체적인 예시로 어떤 동전을 두고 아래 표와 같이 추론할 경우

앞면이 나올 확률 p를 구하기 위해선, Beta(a,b)분포를 이용합니다.

P(앞면) P(뒷면)

현진 7(a) 3(b)

대훈 2 8

이삭 5 5
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5:5 믿음

7:3 믿음을 가지고 시작

2:8 믿음을 가지고 시작
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2.3.6 Bayesian inference for the Gaussian

𝑷 𝜇 𝑿 ∝ 𝑷 𝜇 𝑷 𝑿 𝜇 을 전개하면 다음과 같은 식을 얻을 수 있다.

𝜇𝑁 의 분자 부분을 보면, 

𝜇𝑁 =

𝝁𝟎
𝝈𝟎
𝟐 +

𝑵𝝁𝑴𝑳

𝝈𝟐

𝑁
𝜎2

+
1
𝜎0
2

사전 분포의 분산을 아주 작게 설정했다면

 precision이 크다면, 사전 평균이 미치는 영향이 크고

 반대의 상황도 마찬가지

사전분포나 자료에 대한 확신이 강할수록 그것이 사후적 판단

에 끼치는 영향이 더 커야 한다는 우리의 직관을 잘 반영한다.

http://posterior.egloos.com/9607971

…가법적인 성질 (모 분산은 알고 있다.)
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사전 확률 분포를 𝑁(0,0.1)로 설정한 뒤, 평균의 분포를 N이 증가함에 따라 관찰한 그림.
N=10 일 때, 붉은 선을 보면 0.8 부근에서 밀도가 가장 높은 것을 확인 할 수 있다.

2.3.6 Bayesian inference for the Gaussian
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이전에 배웠던 순차 추정을 당연히 이용 할 수 있다는 내용.

2.3.6 Bayesian inference for the Gaussian
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2.3.6 Bayesian inference for the Gaussian

• MLE는 𝜇와Σ를 추론하는데 사용하는 frame work이며, 데이터에 기반해 점 추정을 함

• 베이지안은 사전분포를 활용하여 두개의 모수의 분포를 추정함

We shall suppose that the variance μ is known

λ ≡ 1/σ2
When X = {x1, . . . , xN}, The likelihood function that is the probability of the observed data given λ, viewed as a 

function of λ, is given by
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베이지안 공식을 이용하여 분포를 추정해 봅시다.

• λ 사전분포 𝑷 λ = 𝑮𝒂𝒎(𝜇|𝑎0, 𝑏0) ….   아랫 첨자 0는 초기 믿음에 의해 설정한 값

• 𝑷 λ 𝑿 ∝ 𝑷 λ 𝑷 𝑿 λ … 사후 확률분포

• 그리고 사후 확률 분포는 공액적 특성에 따라 감마분포를 따른다.

𝑷 λ 𝑿 = 𝑮𝒂𝒎(λ|𝑎𝑁, 𝑏𝑁)

2.3.6 Bayesian inference for the Gaussian
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2.3.6 Bayesian inference for the Gaussian

http://norman3.github.io/prml/docs/chapter02/3_2 13

http://norman3.github.io/prml/docs/chapter02/3_2


/25

2.3.6 Bayesian inference for the Gaussian

만약, 𝜇,Σ 둘다 모를 때는 어떻게 해야 할까?   방법은 동일하다.

1. 사전분포를 정의 : 𝑃 𝜇, 𝜆 = 𝑃 𝜇 𝜆 𝑃 𝜆 …결합확률 법칙

2. 사후 확률분포를 구한다. 

14
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2.3.6 Bayesian inference for the Gaussian

2. 사후 확률분포를 구한다. 

다변량 데이터일 경우에도 이전과 마찬가지로 구할 수 있음
15
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2.3.8 Periodic variables

정규분포는 대체로 잘 맞기만, 항상 그렇지는 않다.

An example of a periodic variable would be the wind direction :
measure values of wind direction on a number of days and wish to summarize this using a parametric distribution

Another example is calendar time, where we may be interested in modelling quantities 

that are believed to be periodic over 24 hours or over an annual cycle

We might be tempted to treat periodic variables by choosing some direction as the origin and then applying a 

conventional distribution such as the Gaussian.

데이터가 𝜃1 = 1𝑜, 𝜃2 = 359𝑜 일 때, 

• 만약, 원점을 0𝑜로 설정한 경우 평균은 180, 표준편차는 179가 됨

• 만약, 원점을 180𝑜로 설정한 경우 평균은 0, 표준편차는 1이 됨

기준에 관계없이 언제나 동일한 결과가 나오는 방법 연구 필요
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2.3.8 Periodic variables

단위 원 위에 있는 x들의 평균은 다음과 같이 구할 수 있다.

이 때, 필요한 정보는 𝜃 뿐이니 극좌표로 변환!!

𝑥𝑛 = (𝑐𝑜𝑠𝜃𝑛, 𝑠𝑖𝑛𝜃𝑛) 각 좌표들의 평균은 아래와 같이 구할 수 있으며,

ҧ𝑥 = ҧ𝑟𝑐𝑜𝑠 ҧ𝜃, ҧ𝑟𝑠𝑖𝑛 ҧ𝜃 ҧ𝜃만을 얻기 위해 간단한 삼각함수 공식을 이용

tan ҧ𝜃 =
ҧ𝑟sin ҧ𝜃

ҧ𝑟cos ҧ𝜃

이번 절에서는 방금 구한 ҧ𝜃가 베이지안으로도 구할 수 있는지 알아보려고 함.
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2.3.8 Periodic variables

• von Mises 분포는 ‘정규 분포로 주기성 확률 변수에 대한 일반화’를 의미

• 𝑃 𝜃 가 주기 2𝜋를 가진 확률변수라고 할 때, 다음의 성질이 존재

1) 𝑃 𝜃 ≥ 0 … 항상 0보다 커야 하며

2) 0׬
2𝜋
𝑃 𝜃 𝑑𝜃 = 1 … 확률의 합은 1

3) 𝑃 𝜃 = 𝑃 𝜃 + 2𝜋 …2pi마다 부기를 가지고 있음

방금 예시로 돌아가 2차원에서 정규분포를 고려
𝑥1 = 𝑟𝑐𝑜𝑠𝜃

𝑥2 = 𝑟𝑠𝑖𝑛𝜃

좌측 식에 대입
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2.3.8 Periodic variables

19
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2.3.8 Periodic variables

이 분포를 von Mises 분포라고 함

기존의 정규 분포처럼 평균을 사용하고 분산 대신 m 을 사용하는 분포이다.

Left: 데카르트 좌표
Right: 극 좌표
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2.3.9 Mixtures of Gaussians

정규분포가 항상 맞을 수 없기에 선형결합을 고려.

• 왼쪽 그림을 보면 무언가 잘못되 보임.
 데이터가 평균 근처에 있지 않음

• 오른쪽 그림에서 2개의 군집을 각각의 분포로 표현

평균 주변에 잘 뭉침

Y: 폭발 지속 시간, X: 다음 폭발까지의 시간

오른쪽 그림과 같이 데이터 상황에 맞는 정규분포들의 선형 결합을 찾고 싶음
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2.3.9 Mixtures of Gaussians

이름: Mistures of Gaussians

특징:

1) 𝜋𝑘는 mixing coefficients 라고 하며, 합은 1이 됨

2) 𝑁 𝑥 𝜇𝑘Σ𝑘 ≥ 0이므로, 𝑃 𝑥 ≥ 0이다. 따라서 0 ≤ 𝜋𝑘 ≤ 1

3) 𝑃 𝑥 는 곱의 법칙을 만족하므로,  𝑃 𝑥 = σ𝑘 𝑃 𝑘 𝑃(𝑥|𝑘)로 전개

맨 처음 식과 정확히 같아야 하므로, 𝑃 𝑘 = 𝜋𝑘 , 𝑃(𝑥|𝑘) = 𝑁 𝑥 𝜇𝑘Σ𝑘 을 만족
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2.3.9 Mixtures of Gaussians

같은 정규분포를 이용 했음에도 그림 C를 보면, 왼쪽부터 높이 솟아 있는 것을 알 수 있고

그 차이는 앞선 계수에 의해 발생함.

자세한 내용은 9장에 나온다고 함.
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2.3.9 Mixtures of Gaussians

https://www.youtube.com/watch?v=nktiUUd6X_U 24
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2.3.9 Mixtures of Gaussians

코드를 통해 자세히 알아 보겠음
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